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1 Radni naslov teme

Opéa tema istrazivanja je otkrivanje i modeliranje tkoaocnih i dugor@nih
sklonosti korisnika u sistemima za prepfivanje i njihovo iskoriStavanje za paianje
korisnosti sistema u smislu ¢taosti predikcije, diverzifikacije i noviteta prepda.
IstraZivanje pripada oblastima: Sistemi za prepiwamje, Data mining, PretraZivanja
informacija.

PredloZeni naslov teme je:
“Modeliranje promjena u sklonostima korisnika uemsima za prepotivanje.”

“Modeling of changes in user preferences in recordee systems.”

2 ObrazloZenje teme i motivacija

2.1 Sistemi za preporéivanje kao odgovor na potrebe za personalizacijom

Sposobnost ljudi da usvajaju i koriste réitdi informacije koje su im na raspolaganju
se naruSava sa rastom obima informacija, stvdraja taj na&in efekat preoptetenja
informacijama. Prilikom koriStenja velikin repozia informacija, bilo da se radi o
razlicitim web sadrZajima, vijestima, istraztdam radovima, e-commerce katalozima,
filmovima, informacijama o putovanjima i &tio, korisnici se su@vaju sa izborom za njih
relevatnih informacija iz velikog i stalno raéég skupa podataka.

Jedan od odgovora na ove probleme je pojava sisteanm@repordivanje koji
korisniku sugeriSu personalizirane sadrZaje. Prgp@nje se vrSi na osnovu znanja o
sklonostima i ukusima korisnika, kao i njegovim thagino zabiljeZenim aktivnostima.
Sistemi za prepotivanje identificiraju objekte preporuke za svakageginanog korisnika
na bazi ogragenog skupa informacija kojima mogu pristupiti. Gdistemi predstavljaju
popularnu oblast tehnika personaliziranja koje ®zultat stalnog povanjem broja
istraZivanja u akademskoj i industrijskoj zajednlzmeiu ostalih rezultata, ova istrazivanja
su postavila temelje za definiranje raitih problema i zadataka prepéisanja [1],
algoritamskih pristupa [2] [3], te evaluacijske nilet i metodologije [4] [5]. Primjenjuju se u
razlicitim sistemima, namjenama i u velikom broju popniarkomercijalnim aplikacija,
najce&e online sistema za prepdivanje proizvoda i usluga.

Opéi zadatak prepogtivanja je formaliziran u [1] pretpostavijaju funkciju
korisnostiR koja mjeri korisnost nekog predmetd/| za korisnikau /7U kaoU x | —» R,
gdje je R potpuno urden skup brojeva unutar odenog opsega. Prema tome, zadatak
sistema za prepotivanje je da za svakog pojedimg korisnika identificira takve predmete
slijedeti neke od apstraktnih cilieva kao Sto su maksiraigie korisnike korisnosti,
poveanje stope online konverzije ili optimiziranje &mja korisnosti. Tako se u stvari
zadatak prepotivanja definira kao pronalazenje predmefakoji maksimizira zadatu
korisnicku korisnost [1] [6].

2.2 Eksplicitne i implicitne informacije o sklonostima korisnika

Klju¢ni indikatori za modeliranje sklonosti korisnikaepra predmetima, kao i
najvaznije informacije za personaliziranje preparsk podaci nastali iz interakcije korisnika
sa sistemom. Rezultat te interakcije su eksplicitn@nplicitne povratne informacije
zabijeZzene u sistemu. Eksplicitne informacije swlgmb o ocjenama korisnika za svaki
pojedin&ni predmet. Olino se pruzaju u obliku skale ocjenjivanja od 1 ddl 5o 10 i



sli¢cno ili se korisniku pruza binarna skala u oblikbdea “Svita mi se/Ne sda mi se”. Osim
skala sa ocjenjivanjanjem, neki sistemi korisnikuZaju mogunost i ostavljanja slobodnog
opisa iskustva konzumiranja predmeta, kao Sto suazam Ebay i siino. Implicitne
informacije o sklonostima korisnika se preuzimayodataka o konzumiranju pojedéinag
predmeta ili usluge, tako da se svako konzumirgmgtvara u binarnu vrijednost koja
pokazuje da korisnika ima sklonost prema ddrom predmetu, dok se izostanak
konzumiranja tog predmeta moze, ali i ne mora pritivu indikator da korisnik nema
sklonost prema tom predmetu [7].

Ovi indikatori se na podesan da koriste prema tipu aplikacije za koji sistem za
preporgivanje (SP) generira preporuke. Implicitne povratiiermacije se ngp&e koriste u
prikupljanju sklonosti korisnika prema online vijiesa, istraZivékim radovima, razitim
web sadrzajima i drugim tekstovima, gdje se svaksjgta online sadrzaju smatra
konzumiranjem tog predmeta. Druga vréesta i vrijedna primjena je u e-commerce
sistemima gdje se svaka narudzba korisnika za pojecdmet takder pretvara u implicitnu
informaciju o sklonosti prema tom predmetu [8] [9].

Eksplicitne informacije su poZzeljniji oblik prikuphja sklonosti korisnika, jer
korisnik osim narudzbe i konzumacije predmeta ddjénu ocjenu korisnosti i vrijednosti
predmeta poslije konzumacije, a u nekim aplikacgamslobodan tekstualni opis svog
iskustva. Primjeri takvih sistema su online narwdittmova i knjiga, ocjene smjeStaja i
dodatnih kapaciteta prilikom putovanja, zatim oejemestorana i siho. Korisnost
eksplicitnih informacija je predmet raalih rasprava i dokaza koji pokazuju da se u mnogim
slucajevima ove informacije moraju uzeti pod atBrom rezervom zbog ne samo promjene
sklonosti, nego i promjene &aa na koji korisnici vrijednuju predmet, kao S&ijpokazano
u [5]i[9].

2.3 Mijerenje korisnosti sistema

Korisnost sistema za prepdéivanje se ndjeXe opisuje performansama sistema i
mjeri se na razlite n&ine. Jedan od ®aa je pordenje dobijenih preporuka sa testnim
skupom koji sadrZi poznate ocjene korisnika. Kosst metrike t&nosti predikcije sistema
kao Sto suMean Absolute ErrofMAE) i Root Mean Absolute Erro(RMSE) [5]. Ove
standardne metrike sve preptene [11] predmete posmatraju kao pojednako vaZee, n
uzimajui u obzir njihovu poziciju na listi preporuka kojgistem generiSe za svakog
pojedin&nog korisnika. Da bi se bolje izmjerila korisnosiinosno kvalitet preporuka,
potrebno je ukljtiti i relativnu poziciju predmeta na listi prepoaykodnosno identifikaciju
predmeta koji se korisniku staju naspram predmeta koji se nedayil korisniku. Zbog toga
su preuzimaju mjere korisnosti poznate iz tehnikatrpZivanja informacija koje prave
razliku izmetu predmeta dijel@ ih na “relevantne” i “nerelevantne” predmete. Vaknjere
korisnosti su [5] [11]:Precision Recall Area under the ROC Curyeatim F1-measurg
Half-life utility, itd.

Pokrivenost preporuka (enGoveragg [5] je mjera korisnosti sistema koja se odnosi
na relativan broj preporuka koji je sistem u staitijunije u stanju pruziti zbog raziitih
ograntenja kao 3to su nedostatak informacija, algoritanisknetodolo3ki nedostaci, itd.
Obi¢no se mjeri u kombinaciji sadao%u preporuka (MAE i RMSE) da se ne bi dozvolilo
da metoda koji pokazuje vrlo visokuctenst ne daje istovremeno i nisku pokrivenost
preporuka. Ovo jeiest sldaj sa metodama i algoritmima koji za generiranjeppruka
zahtjevaju veliki broj ulaznih podataka o ocjenateanisu u mogénosti pruZiti preporuke za
pojedin&ne predmete ili korisnike zbog nekompletnosti takyodataka.

Mjere korisnosti sistema koje s#esto izostavljaju su diverzifikacija i novitet
preporuka [4] [5], koje pokazujuca¥e razltitosti i noviteta predmeta u ukupnoj listi
preporuka koja je porgna korisniku. Kako je istraZivanje u [10] pokazatorisnici su u
ponudi ocjene kvaliteta preporuka iztogtatnosti, diverzifikacije i noviteta preporuka naveli
da su im vaZznija diverzifikacija i novitet neg@nast.



2.4 Metode u sistemima za prepordivanje

SP se razlikuju prema tipu znanja kojeg korist&yostho znanja o proizvodima, zatim
domenske ekspertske heuristike ili drugih stratelggje koriste [1]. Uoldajene metode u SP
su [1] [6]:

e Sadrzajnobazirano preportivanje (engl. Content-based recommendation - )CRoje
preporéuje predmete sine onima koje je korisnik vekoristio u proslosti,

* Prepordivanje sa kolaborativnim filteringom (engl. Collaborative filtering
recommendation — QFkoje preporduje predmete na osnovu sklonostésih korisnika,
bilo da se radi o predmetno baziranom (etigm-based — IB-CF ili korisnicki
baziranoméngl. User-based — UB-GHilteringu, i

* Hibridno preporuivanje koje kombinira CB i CF u cilju prevazilaZzenja pdijeacnih
ograntenja ovih pristupa.

Posmatrajéi podjelu SP u odnosu na navedene metode i njilkwiStenje u
istraZziva&tkim radovima i industrijskoj praksi, primat su prele metode bazirane na
kolaborativnom filteringu, te razdite hibridne metode. U komercijalnoj upotrebi sufgPeli
sa sadrzajno-baziranim metodama gdje su preuzsiojge modele, pristupe i algoritme iz
op¢ih sistema za pretrazivanje informacije. Bez obmaannogostruke prednosti ovih metoda
kao Sto su jednostavnost, relativno mali resurahtjevi, sposobnost za pruzanje preporuka
sa ograrienim skupom informacija, u svojgjistoj formi su vremenom su pokazali i
odreiena ogrargienja. Obzirom na raste zahtjeve korisnika na korisnost sistema u ubliku
noviteta i diverzifikacije preporuka, ove metodeswnimogle odgovoriti na takve zahtjeve.
Primjeri takvih preportivanja u kojima sadrzajno-bazirane metode ne megiowljavajde
odgovoriti su preporivanje istih i/ili slicnin predmeta u aplikacijama online kupovine:
preporuke stinih automobila, brodova, potrad® elektronike ili predmeta Siroke potrosnje
sa istom namjenom, ali od drugog proidséa.

lako i metode kolaborativnog filteringa (CF) tdeo imaju odrdene nedostatke,
njihova primjena i sposobnost odgovora na novejeahtkorisnika se stalno pasavaju.
Njihova osnovna ideja je da ukoliko se KkorisnigEmsb ponasali u proslosti, tager ce se
slicno ponaSati i u budnosti [3] [12]. NafeXe spominjani nedostatak CF metoda je
problem hladnog starta (engpld-star) koji se pojavljuje zbog nedostatka Kitie zapisa na
osnovu kojih se moZe odrediti@liost izméu korisnika koja se koristi u ¢gananju predikcije
ocjenjivanja. Integracija CF i CB koje koriste hiire metode pruZzaju neka od rjeSenja za
ove nedostatke, poSto uzimaju u obzir sadrZaj petglni osobine korisnika, te tako
popunjavaju nedostatak informacija o sklonostimaskaika [13].

Cesta podjela sistema za prepivanje posmatra posebno memorijske, odnosno
heuristtki bazirane sisteme i sistema bazirane na mode]tthd4]. Heuristiki bazirani
pristupi ra&unaju vrijednost predikcije iz ukupnog skupa kow&ih profila u smislu
odreiene heuristike, odnosno direktno iz poznatih ocjewétei odreieni matematski izraz.
Ovim pristupima pripadaju CB i CF metode. NajvaiZfasiktor u ovim metodama je ¢ananje
slicnosti izmetu korisnika, odnosno predmeta, za koji se koriskanod mjera stnosti kao
Sto su Pearsonov korelacijski koeficijent [4], ektorska i kosinusna 8host [5]. Za razliku
od memorijski baziranih sistema, pristupi baziraxd modelu pruzaju aproksimaciju
predikcije na osnovu skupa poznatih ocjena. Ovaisigvljena ciljna funkcija koja uklfwje
prethodno tienje modela obezhjaje generisanje predikcija uz bolji odziv sistem@anutku
preporgivanja.

2.5 Vrijeme kao kontekstualna informacija

Unutar ukupnog broja istraZivanja iz oblasti sistera preportivanje, jedan broj
metoda i tehnika prepativanja uzima u obzir dodatne kontekstualne inforijpaco Sto su
vrijeme, lokacija, trenutni ciljevi korisnika, raslpZenje, prisustvo drugih ljudi, tipovi
korisnickog urelaja i slino [6]. Ova istraZivanja su poboljSala performasiséema u obliku
tatnosti predikcija, te se kontekstddgje prepoznavati kao neizostavno pitanje u titirh
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primjenama SP-a.

Medu postojéim kontekstualnim dimenzijama, kontekst vremenakdntekstualni
atributi povezani sa vremenom kao Sto su trenutijerve i datum, zatim vremenski zapisi
opcenito, sedmica, mjesec ili godina se mogu smakad najkorisniji [6]. Prikupljanje
vremenskih informacija ne zahtijeva dodatni napdrstrane korisnika, niti narbe nove
resursne zahtjeve na sistem. U standardnim implerogama sistema za prepoianje se
uz podatke o sklonostima korisnika u obliku eksplib i implicitnih ocjena pridruzuje i
vremenska oznaka (enmestamjp. Ta oznaka se moZe koristiti za modeliranje vieskih
informacija kao kontinualne ili kategokie varijable. Kontinualna varijabla pruza prostu
informaciju o vremenu i datumu nekog ddggm, najeXe o trenutku kada se desila
pojedin&na ocjena korisnika, pojava novog korisnika iligmeta u sistemu, itd. Kategeke
varijable pruzaju informacije o mogm ponavljajéim obrascima sklonosti korisnika za
odreiene predmete u toku nekog perioda — sedmice, ngesmrine, itd. lako se ovi
vremenski zapisi jednostavno zapisuju i prikupljdariste se kao Kligni ulaz za zn&jno
poboljSanje tanosti preporuka [15] [16].

2.6 Evolucija sklonosti korisnika

Osnovna motivacija za razvoj novih metoda prefiganja koje uzimaju u obzir
vremensku dimenziju ocjenjivanja ¢§njenica da se sklonosti korisnika mijenjaju, odmms
evoluiraju tokom vremena, posebno ako se posmatragiduzi vremenski period. Prisustvo
ovih promjena je poznato kao konceptualni otklong@oncept driff ukoliko se promjene
deSavaju postepeno [17], a u naglasSenijimégvima kada korisnik potpuno gubi
interesovanje za predmet kao konceptualna promjeng. Concept shijt [15]. PonaSanje
korisnika se sastoji od ragliih konceptualnih otklona i promjena koje se de§avu
razlicitim vremenskim intervalima i u razltim smjerovima. Konceptualni otklon proizilazi
iz ¢injenice da se obrasci ponaSanja koji se mogu totinalizom podataka neprestano
mijenjaju, te iz toga proizilazi da se sklonostkusi i potrebe korisnika u sistemima za
preporéivanje neprestano mijenjaju.

Vremenske promjene u sklonostima korisnika se mpgjaviti zbog raziitih
razloga. Na primjer, u online sistemu za prepimanje proizvoda, interesovanje korisnika se
mijenja zbog pojave novog proizvoda ili usluge takagu [9]. Izméu ostalih, drugi razlozi
koji mogu utjecati na promjene sklonosti korisnga[14] [15] [18]:

e starost proizvoda,

» starost ifili razvoj korisnika,

e promjene osobine proizvoda,

» stanje zajednice kojoj korisnik pripada,

» preporuke koje same po sebi dtja razvoj korisnika,

S druge strane, kategtke varijable otkrivaju drugu vrstu promjena kojiljukuju
sezonske promjene u toku godine ili mjeseca, zdtilazak posebnih praznika i&io. Na
primjer, tokom radnih dana u sedmici korisnik Zadi ¢ita vijesti iz svoje profesije, dok
tokom vikenda Zeli d&ita vijesti o0 svom hobiju. Drugi ekstremniji primjge da tokom
lietnjeg odmora korisnik Zeli preporuke za odmetdyalistima, dok tokom zimskog odmora
Zeli preporuke za zimovalista.

Prisustvo ovih faktora koji utf@ na promjene u sklonostima korisnika su izvor
motivacije za raztie pristupe, modele i algoritme koji ukijuanjem vremenske dinamike u
sistemime za prepotivanje pokuSavaju povati korisnost takvih sistema.

3 Pregled stanja u oblasti istraZivanja

Relevantni radovi koji se bave istrazivanjem vrask® dinamike u promjenama
sklonosti korisnika se mogu podijeliti na nekolkaina. Prema obliku i strukturi viemenske
varijable se dijele na radove koji tretiraju kont@ne i kategotke varijable, kako su e
objasnjene u prethodnim poglavljima, a mogu ulljati i obje prezentacije. Prema vrsti
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algoritamskih pristupa se mogu podijeliti na merskée i model-bazirane pristupe. Sistemi
se mogu podijeliti i prema #ieu ukljwivanja vremenskog zapisa 0 ocjenjivanju u
predikcijsku funkciju F. Tako se dijele na sisteme koji ulljgye ciljano vrijeme
preporéivanja, odnosno procjenjuju korisnost predmetaemenut, i na sisteme koji samo
koriste vremenske informacije da bi podeSavali patee prema nekim karakterigtim
promjenama nad tim podacima.

Sistemi za prepotivanje i drugi sistemi s kojima mogu raditi u sprgeneriraju
razlicite vremenske informacije od kojih je tage koristena vrijeme ocjenjivanja. lako je u
[19] dokazano da korisnici teZze da ocijene predmefesredno poslije konzumiranja, ovo se
ipak uzima sa rezervom u ghjevima kada se vremenski kontekst koji se modekipicuje
kratke intervale, npr. periode u toku dana.

Prvi pristupi u SP koji su tretirali problem promge u sklonostima korisnika su
prilagadavali metode kolaborativnog filteringa tako da su edréleni n&in davali véu
teZinu novijim ocjenama, a manju tezinu starijinfeoama da bi naglasili trend i trenutne
sklonosti korisnika. Takvi pristupi ukiuju nekoliko razkitih tehnika, od kojih je v@na
bazirana na kontinualnoj opadépy vremenskoj funkciji ili diskretnim vremenskim
prozorima.

Rad sa kontinualnom opadapm funkcijom u CF je predstavljen u [20] u IB-CF
algoritmu u koraku prepoéwanja koristéi monotono opadaju vremensku funkciju u
obliku w(t) = exp(At), gdje jet vrijeme ocjenjivanja, a parametar koji kontrolira stopu
opadanje funkcije u odnosu prema vremenu ocjerjpjva@vdje su takder posmatrani
odvojeni koncepti kratkokmih i dugor@nih sklonosti, te su tako za njih i predloZene
razlicite tezinske Seme da bi se integrirala oba tipdilardJ sljede&em radu [21] isti autor
takader koristi tezidni faktor, ali ga sada ne veZe B&gpo za vrijeme ocjenjivanja, nego
ratunajuti samo devijaciju izm@u najnovije ocjene od svih susjednih korisnika jeae
aktivhog susjeda. Dok je u ova dva rada monotoredajpta funkcija koriStena samo u
koraku predikcije, u [22] je koriStena i u korakaiunanja sknosti korisnika, samo sa
razlicitim vrijednostima parametarai £ koji kontroliraju stopu opadanja funkcije. Post s
takader radi o IB-CF metodi, pretpostavljeno je dérstist izméu dva predmeta opada Sto su
njihove ocjene starije, te je u korak@waanja sknosti koriStenjem kosinusne mjeresalsti
davana manja vrijednost takvim ocjenama. Paramétip se koriste za finije podeSavanje
performansi modela u smislucteosti predikcije. Vremensko teziSte se u [23] koriz
procjenu sknosti izmelu predmeta koje konzumira korisnika, pretpostamdjafia korisnik
konzumira skne predmete u relativno kratkim vremenskim periaifNa sléan n&in se
koriStenjem mjere sihost podaci u potpunosti odbacuju u [24], ukolik® yrijeme
ocjenjivanja starije od nekog odenog datuma.

Primjeri koriStenja vremenski ovisne funkcije uteimima za prepotivanje sa
implicitnim povratnim informacijama su [25] i [16fdje se informacija o online narudzbi
transformira u eksplicitno ocjenjivanje sa priduatijem teZisSta koristenjem neke vremensko
ovisne funkcije. Ovdje se ta&er koriste razlite vremenske varijable. U [25] i [27] je ta
funkcija odr@ena na osnovu starosti narudzbe¢rsli kao Sto je sa ocjenjivanjem iz
eksplicitnih informacija urdeno u prethodno spomenutim radovime, ali d&koi starosti
proizvoda, odnosno vremena kada se proizvod poja&idrZiStu. Interesantno je da ovdje
autor daje vée teziSte novijim proizvodima na trziStu i na tafin promovirajii novitet
preporuka. Alternativan pristup je dat u [26] gidjeoredloZen algoritam sa maSinskigenje
baziran na osobinama predmeta. Ovaj pristup kreiradrzava profile predmeta od
interesantnih sadrZaja i aZurira njihove vremenskakteristike, npr. popularnost i novitet u
realnom vremenu. Za razliku od ovih pristupa kdiljucuju vrijeme kao kontinualnu
varijablu, u [16] je vrijeme posmatrana kao katégia varijabla u sistemu za prepomanje
muzike. Autori su korisgni profil u podijelili na mikroprofile {1, w, ..., w} koji na najbolji
odabrani n&in predstavljaju korisnika u pojeditraom vremenskom opsegu, kao 3to su jutro,
poslijepodne, vikend, mjesec, ljeto, itd. Ova ptje izvrSena na individualnoj razini za
svakog korisnika otkrivanjem jedne takve racionalobjasnjive vremenske particije koja se
bazira na ponavljajiem vremenskom ciklusu. U [28] je predloZen sisteazidfan na
sekvencijalnim paternima koji predé vremenski promjenljivo koristko ponasSanje, ali
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istovremeno koristi i efekat sa vremensko opaflajueziStem. Interesantno je da je u [29]
dokazano da stariji podaci imaju negativan utje@aj&nost preporuka u staju sistema sa
korisnicki generisanim sadrZzajem.

Za razliku od navedenih algoritama sa kontinualrapadajgom funkcijom koji su
koristeni sa IB-CF metodom, u [30] smo koristili B~ metodu i dobili zn&jno
poboljSanje t&nosti preporuka u oddenim uvjetima. U teZiSnoj funkcijiv(t) = exp(A4t)
smo posmatrali vremensku razlikit izmedu posljednjeg ocjenjivanja od svih najblizih
susjeda i vremena ocjenjivanja aktivnog korisnikezatim je ta tezina koriStena u koraku
predikcije. Naglasili smo raziit uspjeh poboljSanja u koristenim data setovimg ke
razlikuju po ukupnom vremenskom periodu u kojimapsilkupliene ocjene korisnika, s tim
da je véi uspjeh bio nad podacima koji su sadrzavalickraemenski interval, naspram
loSijim rezultatima u podacima sa viSe ocjena izeduvremenskog perioda.

lako donekle stini navedenim algoritmima sa monotonom opaéaju funkcijom
koji smanjuju teZinu podataka sa njihovom stamp&lgoritmi sa pomjerafim vremenskim
okvirom (engl.Sliding time-windoy se razliku po kotiini podataka koje uzimaju u obzir.
Ovi algoritmi ukljuiuju samo one podatke koji se nalaze u éeinem vremenskom okviru i
koji sadrzi najmanjeN instanci ocjena, npr. 2000 ocjena ili podatke k&g nalaze u
odreienom vremenkom intervalu, npr. 24 sata érsdi Tako su u [31] koristke ocjene
podijeljene u nekoliko perioda koji su zatim kvdictrani po pojedingnim interesima
korisnika da bi vremenski okvir ukazao na trenwgkionost korisnika.

U [32] je predloZzen UB-CF algoritam koji koristi mpgerajiti vremenski okvir sa
fiksnim broj takvih instanci iz zapisa web klikovalgoritam zatim rauna slénosti izmetu
posljednjih korisnikin sesija koje se sastoje od ocjena Kkorisnika hdati kratkom
vremenskom intervalu od 1h ili &fio, prije nego ih preda kao ulaz u kNN algoritanji ko
treba da ré&una predikciju. KoriStenje vremenskih intervalapjedloZzeno i u [33] u IB-CF
algoritmu koji dinamiki podeSava broj susjeda u koraku predikcije z&aygojedingnog
korisnika. Algoritmi se treniraju u fiksnim vremdams intervalima od 7 dana, te se
nadgledanjem izabire algoritam sa najmanjom greSkarmredikciju ocjenjivanja. Na &hin
nadin je ovaj rad proSiren u [34] predlazumodel sa azurnim vremenskim prepévanjima
koriStenjem koncepta moderne kontrolne teorije.

U radovima koji se vode sadrZzajem, odnosno osoliangpnedmeta, osim
sekvencijalnin vremenskih serija se kreiraju i dodavremenske serije povezane sa
osobinama predmeta da bi se prepoznao trenutmémkerisnika, te se tako kreiraju hibridne
metode. Tako autori u [35] prvo grupiSu ocjene mdmtegorijama predmeta i kreiraju po
jednu vremensku seriju za svaku kategoriju, a z&mmStenjem autokorelacijske funkcije
prepoznaju vremenski period gdje je doSlo do promje sklonostima korisnika prema
odreienoj kategoriji. Na sban n&in u [36] su kreirane pojeditae vremenske serije za
svakog korisnika uzimagii u obzir slénost izméu predmeta, a zatim su vremenske serije
usporgdene sa predefiniranim vremenskih paternima da hprepoznale nagle promjene u
sklonostima korisnika. U [9] je koriStena hijergska taksonomija predmeta s ciljem
prepoznavanja | formaliziranja dugdroh sklonosti korisnika, a zatim je identificirana
odreiena faza u kojoj se nalazi korisnik kao ulaz u @ertam. PredloZen je za sistem sa
implicitnim informacijama u online kupovini, a veginovan sa realnim podacima.

Osobine predmeta su tater koriStene u [37] u obliku formalizirane semaattiako
da se povezuju predmeti i njihove osobine sa vrekienfunkcijama koje se koriguju uz
poma vremenskih krivi kreiranih na osnovu konzumersktereotipa u koje se korisnik
najbolje uklapa. Drugi pristup den adaptacijom vremenskih serija za pojetheakorisnike
je predloZzen u [38] koristenjem Kklasifikacijskoggatitma CVFDT koji se automatski
prilagaiava promjenama u sklonostima korisnika. Algoritameida korisnéko stablo
odlwivanja za svaki predmet i na tajana predvida ocjene korisnika za druge csie
predmete sa kojima postoji visoka korelacija. Auterdi da ukoliko postoji i hijerarhija
izmaiu predmeta koja koristi unaprijed odemu semantiku, tada algoritante&ivano
postiZze i dodatno poboljSanjectsti. U [39] je razvijen algoritam Eigenstate kogismatra
promjene u sklonostima korisnika tré¢eljedeti predmet preporuke po biljeZenju svake
pojedin&ne ocjene, a zatim mijenja redoslijed na osnovamajih ocjena.



U [40] smo kao nastavak rada iz [30] koristili pjemme nad grupnim sklonostima
korisnika u UB-CF metodi koriStenjem vremenske @paick funkcije, a za mjeru ghosti
izmeaiu susjednih korisnika smo modificirali Personov ekacijski koeficijent koji je
ukljuc¢ivao mjerenje stinosti izmelu kategorija predmeta. Na tajama smo uklj&ili vezu
izmedu predmeta preporuke i kategorija kojima pripadgalje pokazala dobre rezultate u
tacnosti preporuka u odnosu na tradicionalni UB-CFoeatgm, iako je pokrivenost preporuka
bila manja od &ekivane. Mdutim, poSto se vremenska opadajufunkcija odnosi na
promjene u grupama korisnika, a 3to je prirodnstpp posto se radi o CF algoritmu,
ocekujemo da se pravo poboljSanje treba pokazatstesjem vremenske funkcije na razini
pojedin&nih korisnika, odnosno na podesarginakombiniranjem takvih personaliziranih i
grupnih vremenskih opaddjih funkcija.

Kao jedan od najreprezentativnijih radova koji paesiaiu kompletan Zivotni ciklus
korisnika se smatra [15¢jji algoritmi kombiniraju IB-CF i model mat¢ne faktorizacije da
bi razlikovali dugoréne trendove korisnika od podatkovnog Suma kojirsjuaneki oblici
ocjenjivanja. Autori tvrde da temporalna dinamikareiskoristiti sve komponente instanci
podataka, a odbaciti samo one koji se pokaZzu kaelevantne, Sto posebno vazi za CF
metode koje koriste takve podatke daursaju mjeru stinosti izmeiu susjeda. Posebno su
tretirane promjene sklonosti na razini pojedimag predmeta prema promjenama korisnika i
shodno tome su im pridruzene vremenske funkcijpar@metri algoritama su optimizirani
metodom nadgledanogéenja. Modelirana je promjena korigkin sklonosti koriStenjem
opadajde funkcije koja je odvojena od opad&ufunkcije koriStene u koraku dananja
predikcije. U skknom pristupu u [18] koji koristi sistem sa lateminfaktorima, promjene u
sklonostima korisnika se posmatraju kroz iskustedskika, odnosno sazrijevanje korisnika
tokom Zivotnog ciklusa, te se model trenira tako s#a prilagdava razinama iskustva
korisnika. Faktorizacijski model je taéer koriSten u [41] na trodimenzionalnom tenzoru
dobijenom dodavanjem vremenskih faktora u matriajemgivanja. Ukupno vrijeme
ocjenjivanja je podijelieno w jednakih intevala, te je udenjem vremenske dimenzije u
matricu ocjenjivanj&, dobijen trodimenzionalni tenzdrdimenzijam x n x w, tako da svaka
¢elija u T sadrzi ocjene date od nekog korisnika u jednormereskom intervalu. U [42] je
predloZen hibridni algoritam koji kombinira susjedbazirani model sa pLSA i MinHash
klasteringom korist8 MapReduce programsko okruZenje za prefioemje novosti.
Modeliranje kratkowinih i dugor@nih sklonosti korisnika je u [44] predloZeno koeidiem
sesijski baziranim vremenskim grafom (e&gssion-based Temporal GraphSTG), te su
simultano modelirane ove sklonosti. Za rjeSavanjeblema modeliranja dugotnih
vremenskih sklonosti u [45] je predloZzena metodgriivanja koja je ukljgivala ne samo
podatke o interakciji sa sistemom, nego i pruzanjée korisniku da eksplicitno izrazi svoje
dugora@ne sklonosti, a zatim i za kratk@ree, odnosno sklonosti koje se veZzu samo za jednu
sesiju.

Drugi primjeri su [46] gdje se web klikovi ta#er (implicitno) posmatraju kao
vremenske serije i u [47] gdje se koristi godimaizvodnje filmova tako da se odbacuju
predmeti stariji od uvedenog praga. U [49] je thko predloZeno prepotivanje web
sadrZaja na osnovu vremenski baziranog otkrivaojeganja stnih korisnika, te njihovim
grupisanjem metodom klasterizacije. ¢8lm ciliem se vodi i [54] koji u pokuSaju
ukljucivanja kratkori@nih i dugor@nih sklonosti korisnika za predidanje web sadrzaja,
odnosni preportivanja web reklamnih sadrzaja zakijgje da se najbolje performanse
sistema postiZzu balansiranjem iztneova dva skupa informacija.

Brzina kojom neki korisnici mijenjaju sklonosti jgedmet istraZivanja i modeliranja
u [55] koji koristenjem nelinearne maitnie faktorizacije i vektora koristkih osobina
dobijaju poboljSanje u taosti predikcije. U [56] je predloZzen skup ré&itlh modela koji se
koriste po potrebi, odnosno uziméiju obzir razléite vremenske efekate kao $to su novije,
trenutne i potpune sklonosti predlazu i réimi modele prepogivanja. KorisStenje faktora
semantikih osobina i kategorija predmeta prepivanja kao evolucijskih informacija je
predloZen u [57] u pristupu sa matom faktorizacijom. Modeliranje dugafeih sklonosti
promjena u sekvencijalnim podacima je predloZzed&] fako da vizualizira modeliraje
faktore da bi se mogli interpretirati i koristitisljedeim koracima modeliranja.



Primjer sa modeliranjem sklonosti korisnika kojicifalno ne ukljiuje vremenske
informacije je [48] gdje se podaci koji se korigtetreniranju modela dijele u nekoliko
dijelova prema vremenu ocjenjivanja, a zatim sdidie teZine daju svakom od ovih
dijelova, te na taj nan proces postaje vremenski ovisan. U [50] je mpaj ocjenjivanja
poboljSana ukljsivanjem vremenskog redoslijeda ocjena u model dradrifaktorizacije u
smislu &enja raziitih faktora predmeta ocjenjivanja u odnosu na \eeske zabiljeSke
ocjenjivanja. Da bi ukljtio temporalnu dinamiku u implicitne informacije,2bpredlaze
random walk model gdje se korisnik-predmet iviceZawaju prema starosti, tako da se
najnovije sklonosti korisnika viSe naglasavaju tok@ndom walk-a.

U Tabeli | je prikazan pregled referentnih radowa leoriStenim metodama i
tehnikama u odnosu prema aplikativhim domenimarmedd preportivanja, dok je u Tabeli
Il prikazan pregled radova po izvorima objavljivanj

Tabela I: Koristene metode i tehnike u odnosu prapiikativnim domenima
predmeta prepotivanja
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IB-CF [3] [4] [5] [10] [9][20] |[23] |[12] |[31] [4] | [39]
(14] [29] [35] [51] | [21] [29] [46] (7]
[22]
[25]
UB-CF [2] [30] [40] [33] | [24] [4]
[37][48] [51] [52] | [27] [32]
£ [56] (38]
£|CB [47 [42] [39]
[ [45]
o | Klastering [20] [41 |[4]
g [21] [49] | [7]
9] [28][50]
= 'Modeli letentnih [4] [10] [15] [18]
faktora [19]
Graf bazirani [36] [58] [44]
Ostale model- | [4] [8] [34] [41] [8] [26] | [16] [4] |[4] |[43]
bazirane metode| [48] [55] [56] [57] [46]
[54]
Tabela II: Pregled referentnih radova prema izvarohjavljivanja
Izvor Naziv Referenca
Casopis IEEE Transactions on Knowledge and Data Engineering |[1] [49]
ACM Transactions on Information Systems [5]
Expert Systems with Applications [9] [25] [27]
[35]
Artificial Intelligence Review [59]
Electronic Commerce Research and Applications [28]
IEEE Intelligent Systems [45]
User Modeling and User Adapted Interactions [B3][
Communications of the ACM [12] [15]
Engineering Applications and Artifical Intelligence [37]




Izvor Naziv Referenca

Web Information Systems Engineering [24]

Intelligent Data Analysis [38]

The adaptive web [13]

Database and Expert Systems Applications [56]

Knowledge-Based Systems [60]

Information Retrieval [51]

Konferencije | ACM Conference on Information and Knowledge Managet|[20] [36]

SIAM Conference on Data Mining [8] [32]

ACM Conference on recommender systems [22][29] [39
[50]

ACM Conference on Knowledge discovery and datamgini | [44] [48]
ACM Conference on Human factors in computing system | [14]

IEEE Conference on Data Mining [7]

ACM Conference on Research and development innmédgion | [2] [10] [33]

retrieval [52]

ACM Conference on WWW [3] [18] [26]
[34] [42] [43]
[54]

IEEE/WIC/ACM Joint Conferences on Web Intelligeraced | [57]
Intelligent Agent Technologies

Workshop on context-aware recommender systems [196]
Uncertainty in artificial intelligence [4] [46]
Australasian Database Conference [21]

World Conference on Educational Multimedia, Hypediae |[23]
and Telecommunications

IEEE/WIC International Conference on Web Intelligen [47]

IEEE Intelligent Information Technology and Secyrit [31]

Informatics

AAAI Conference on Atrtificial Intelligence [55]

Ostale IEEE konferencije [30] [40]

Ostale konferencije [58]
Ostalo Knjiga [6] [11]

Tehniki izvjeStaj [17]

4  Opis problema

Tradicionalni pristup u sistemima za prepfivanje podrazumijeva kreiranje profile
korisnika na osnovu njihovih sklonosti, odnosnoeogj predmeta, a zatim koristenje tih
profila za predikciju ocjena za korisnika nésmih predmeta i generisanje liste preporuka.
Medutim, u ovim pristupima raspoloZivi podaci &sto posmatraju kao sté&ii i ne uzimaju
u obzir promjene u sistemu, bilo da se radi o ndv@misnicima, predmetima i ocjenama koje
se stalno dodaju u sistem i donose promjene urirdoijama o sklonostima korisnika [52].

Globalne promjene sklonosti svih korisnika premekome predmetu se mogu
jednostavno otkriti i odrediti. Svaki podat proizvoda ima jasnu informaciju o tome kada za
neki predmet opada ili raste interes, odnosno kadanici SP-a daju pozitivne ili negativne
ocjene predmeta. Tradicionalni SP u a@m®oj mjeri prate ovakve globale promjene i shodno
tome preporéuju predmete svim korisnicima [52]. Mgtim, ovakvo preportivanje ne prati
promjene u sklonostima pojedimah korisnika, te korisnici dobijaju netae ili cak neZeljene
preporuke.

Koristenje navedenih referentnih metoda i algordakoje se bave promjenama u
sklonostima korisnika ukljivanjem vremenskih podataka talev cesto ne daje
zadovoljavajde rezultate. Na primjer, osnovni nedostatak algorét valenih opadajéiom
vremenskom funkcijom je u poniStavanju teZine dijglodataka i time zanemarivanja
dugoranih preferenci korisnika [15]. Kod CF metoda, kteifem samo IB-CF metode
takader predstavlja problem, posto se predmeti ¢emuu razléitim vremenskim periodima
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mogu znd&ajno razlikovati. Takder, u UB-CF metodi, svaka promjena individualnih
sklonosti korisnika istovremeno Wi i na sklonosti susjednih &tih korisnika i obrnuto
[40]. Slijedi da svaka promjena u sklonostima kaka koji su dio ovakvih neformalnih i
virtualnih grupa mora takier biti prepoznata i uzeta u obzir u cilju pobatjgakvaliteta
preporgivanja.

Neka istrazivanja su pokazala razlike u osnovnirtpgmstavkama na kojima se
razvijagju modeli preporivanja, te tako prave problem u generaliziranju vremensko
svjesnih preportivanja. Rezultati iz [20] su joS prije pokazali mdjBanja prilikom uvdenja
opadajde vremenske teZine, dok su eksperimenti u [15] palkebolje predikcije kada
vremenska tezina nije uép koriStena. S druge strane, [16] je prilikom lkaeja mikro
profila pokazao da se neka iracionalno i nejasrediama particioniranja kao sto je podjela na
parne i neparne sate pokazuje kao bolje u pob@lijarepordivanja, nego kada se koriste
druge prirodne particije kao Sto su §eg, jutro} ili {radni dan, vikend}.

lako se mjera sinosti izmelu korisnika koja se koristi u CF metodama koristi i
smatra kao kljtna u modelu predikcije ocjenjivanja, [10] je koeiSfem sldajno generiranih
varijabli u koraku predikcije umjesto izianate mjere stnosti izmefu korisnika dobio vrlo
malo pogor3anje u &aosti predikcije, te otvorio pitanje vaznosti oveli¥ine u CF pod
odreienim uvjetima. Isti autor je u [33] pokazao da ségijSanje vremensko ovisnih SP-a
mora mijeriti izréitim KkoriStenjem preteklin ocjenjivanja da bi seegvidjela budta
ocjenjivanja i to na iterativan tim, tj. postepenim povanjem dijelova podataka iz ukupnog
skupa podataka koji se Kkoristi za pregoranja. Isto tako, u smislu vrijednovanja
pobojSanja, u [53] je autor pokazao da mnogi madakoritmi koji ne uklj@uje vremenske
informacije u stvari ne Kkoriste vremenski redoslijpodataka prilikom validacije i
razdvajanju trening i testnog skupa podataka, ke tovodi u pitanje realno poboljSanje
vremensko ovisnih algoritama u odnosu na neovisraglicionalne algoritme.

UspjeSnost model baziranih modela je upitha zboipowg nepraktinosti i
neazurnosti, jer zahtijevaju iznanavanje modelskih faktora svaki put kada se nmtgjena
azurira, a za Sto su potrebni veliki resursi [6Bhog uStede resursa se u prékitin
implementacijama treniranje ovih modela radi ukieli vremenskim ciklusima, te se na taj
natin gubi jedan vrlo zn&@jan zndajan dio informacija, a to je onaj koji je zabike¥ od
trenutka posljednjeg treniranja modela.

Prirodno je pretpostaviti da se promjene u skldn@askorisnika deSavaju na radte
n&ine i sa razlitim intenzitetom u raztitim aplikacijama, tee se zbog toga ove promjene i
razlicito modelirati [61]. Na primjer, korisnik vjerovainna razkite n&ine i razlgitim
intenzitetom mijenja sklonosti prema hrani, @djé obuc¢i nego prema filmovima, muzici ili
putovanjima, odnosno raziio mijenja sklonosti prema predmetima koji se malana
razlicitim razinama piramide ljudskih potreba. Osim otknja i modeliranja ovih
informacija u sistemima za prepdivanje, pojavljuje se i izazov u &au njihovog
iskoriStavanja u smislu odgovaréjubalansa izméu tanosti predikcije s jedne, te
diverzifikacije i noviteta preporuka s druge strane

5 CiljistraZzivanja

Ovo istraZzivanjee se fokusirati na problem modeliranja i ukiianja vremena kao
izvora kontekstualnih informacija u sisteme ze prefivanje.

Osnovni cilj istraZivanja koji proizilazi iz motiege, analize stanja u oblasti
istraZivanja i opisanih problema je novi pristupmodeliranju promjena u sklonostima
korisnika u sistemima za prepdivanije.

IstraZivanje treba da pokaZe da je m@gmodeliranje promjena na takawimada se
kombinovanim ukljdgivanjem dugorénih i kratkor@nih promjena dobije po¢an kvalitet
preporuka u obliku tanosti preporuka, te noviteta i diverzifikacije poepka.

6 Metode i plan istrazivanja

Metode istraZivanjace se zasnivati na teoretskim razmatranjima, ditintia
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analizama, induktivno-dedukativnim metodama, te igjgkim i eksperimentalnim
potvrdama dobijenih rezultata poboljsanja.

Okvirni plan istrazivanja sadrzi sljeckeaktivnosti i korake:

a) Prodavanje i klasifikaciju objavljenih n&uaih i struienih radova iz oblasti sistema
za preportivanja, te data mining tehnika pogodnih za korifgensistemima za préavanje.

b) Teorijska razmatranja i istrazivanje predloZzemibdela, tehnika i algoritama za
poboljSanje kvaliteta preporuka,

c) Statisttke obrade razitih realnih skupova podataka iz sistema za preficanje
u cilju otkrivanja i klasifikacije promjena u sklostima korisnika,

d) Analiza i razmatranje rezultata statikiin obrada. Razmatranje i otkrivanjeciva
i razloga zbog kojih se promjene deSavaju. Otkiwan zakljwivanje o mogdim
korelacijama izméu profila korisnika i profila predmeta prepéivanja u kontekstu tih
promjena.

e) Definiranje raztiitih faktora kojim se na pogodan dia opisuju individualne i
grupne, te kratkokme i dugoréne promjene u sklonostima korisnika,

f) Konstrukcije modela koji podrZzavaju prethodnoficieane faktore i njihova
ugradnja u postofje metode SP-a, odnosno izgradnja poboljSanih #égoa i metoda za
preporgivanje.

g) Eksperimentalno potditvanje validnosti poboljSanih algoritama i metodafér
line eksperimentima.

Podaci kojice biti koriSteni za analizu i eksperimente¢vepée poznati skupovi
podataka koji se koriste u ovakvim vrstama istradja. Radi se o skupovima podataka
prikupljenim na sistemima koji su u eksploatacijizdvremenski period ¢iji se podaci su
raspoloZivi akademskoj zajednici za ovakve vrdiasvanja.

Statisttke analize podataka, njihova analiza, kao i ekspantalno potutivanje
rezultata ¢e se wvrSiti na podesnoj aanarskoj platformi kreiranoj za ovakve vrste
eksperimenata, koja sadrzi viSe rétilh softverskih alata za data mining, kao i narsjeh
softverskih paketa za préavanje sistema za prepoivanje. Validacija rezultatée se vrsiti
koriStenjem poznatih mjera korisnosti koje su opésa prethodnim poglavljima.

7  Ocekivani rezultati i izvorni nau éni doprinos

IstraZivanjece pruziti nadni i struéni doprinos. Osnovni n&ai doprinos se sastoji u
prijedlogu modela kombiniranih dug@mh i kratkor@nih sklonosti korisnika koji mogu
pruziti povetanje korisnosti sistema za prep&ivanje. Stréni doprinos¢e se odnositi na
opis pravaca i preporuka za ugradnju takvih modebestojée sisteme za prepdafivanje i
njihovo poboljSanje.

Sekundarni doprinosi uklfuju sljedee:

- Analize vremenskih promjena u sklonostima pojattiih korisnika i grupa
korisnika koje treba da pokaZu obrazce na kojgnease sklonosti mijenjaju u ovisnosti od
razlicitih vremenskih kontekstualnih varijabli,

- Definicija faktora koji mogu opisati odnos izthe kratkor@ih i dugor@nih
promjena s jedne strane, te osobina korisnikadmeda s druge strane,

- Skup hibridnih algoritama kojie na podesan tia iskoristiti prednosti svake od
memorijskih i model-baziranih metoda tako da sdigos poboljSanje u kvaliteti preporuka,
ali istovremeno i optimizira koriStenje potrebnésursa u konkretnim aplikacijama sistema.
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